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ABSTRACT

The growth of tourist reviews on travel destinations generates textual information that can be used to understand
tourists' perceptions, but sentiment analysis faces challenges such as class distribution imbalance, which can lead
to bias toward the majority class. Previous studies have shown the effectiveness of IndoBERT in tourism sentiment
analysis, but most have focused on achieving overall performance or have applied strategies to handle imbalance,
so critical evaluation of IndoBERT's baseline behavior on highly imbalanced data is still limited. This study aims
to analyze the performance of fine-tuning IndoBERT while also looking at how class imbalance affects the ability
to classify tourist review sentiments. A total of 1,500 reviews were classified into positive, neutral, and negative
sentiments, then evaluated using accuracy, precision, recall, F1-score, classification report, and confusion matrix.
The test results showed an accuracy of 72.67%, precision of 52.80%, recall of 72.67%, and F1-score of 61.16%.
Class-level evaluation showed that the model only recognized the neutral class well, with a recall of 100% and
Fl-score of 84.17%, while the negative and positive classes got an F1-score of 0%. This situation is related to the
dominance of the neutral class at 73.07%. The contribution of this research is providing empirical evidence that
accuracy can be misleading on imbalanced data and offering a diagnostic baseline for developing class imbalance
Strategies in tourist review sentiment analysis.
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ABSTRAK

Pertumbuhan ulasan wisatawan pada destinasi pariwisata menghasilkan informasi tekstual yang dapat digunakan
untuk memahami persepsi wisatawan, tetapi analisis sentimen menghadapi tantangan berupa ketidakseimbangan
distribusi kelas yang dapat menyebabkan bias terhadap kelas mayoritas. Penelitian terdahulu telah menunjukkan
efektivitas IndoBERT pada analisis sentimen pariwisata, namun sebagian besar berfokus pada pencapaian
performa agregat atau telah menerapkan strategi penanganan ketidakseimbangan, sehingga evaluasi kritis
terhadap perilaku baseline IndoBERT pada data yang sangat tidak seimbang masih terbatas. Penelitian ini
bertujuan menganalisis kinerja fine-tuning IndoBERT sekaligus mengidentifikasi pengaruh ketidakseimbangan
kelas terhadap kemampuan klasifikasi sentimen ulasan wisatawan. Sebanyak 1.500 ulasan diklasifikasikan ke
dalam sentimen positif, netral, dan negatif, kemudian dievaluasi menggunakan accuracy, precision, recall, F1-
score, classification report, dan confusion matrix. Hasil pengujian menunjukkan accuracy 72,67%, precision
52,80%, recall 72,67%, dan Fl-score 61,16%. Namun, evaluasi per kelas menunjukkan bahwa model hanya
mengenali kelas netral dengan baik, dengan recall 100% dan Fl-score 84,17%, sedangkan kelas negatif dan
positif memperoleh Fl-score 0%. Kondisi tersebut berkaitan dengan dominasi kelas netral sebesar 73,07%.
Kontribusi penelitian ini adalah memberikan bukti empiris bahwa accuracy dapat memberikan gambaran yang
menyesatkan pada data tidak seimbang serta menyediakan baseline diagnostik untuk pengembangan strategi class
imbalance pada analisis sentimen ulasan wisatawan.

Kata Kunci: IndoBERT, Analisis Sentimen, Ulasan Wisatawan, Class Imbalance, Klasifikasi Teks.

PENDAHULUAN wisatawan pada platform digital. Ulasan tersebut tidak

Perkembangan  teknologi  digital telah  hanya berisi penilaian terhadap suatu destinasi, tetapi
mengubah cara wisatawan memperoleh informasi, juga merepresentasikan pengalaman wisatawan
mengevaluasi  destinasi, dan  menyampaikan terhadap berbagai aspek, seperti daya tarik destinasi,
pengalaman setelah melakukan perjalanan. Salah satu  kebersihan, fasilitas, pelayanan, kenyamanan, dan
bentuk informasi yang semakin penting adalah ulasan  kualitas lingkungan. Dengan jumlah ulasan yang terus
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bertambah, analisis secara manual menjadi kurang
efisien sehingga diperlukan pendekatan komputasional
yang mampu mengekstraksi informasi dan persepsi
wisatawan secara otomatis. Analisis sentimen
merupakan salah satu pendekatan Natural Language
Processing (NLP) yang dapat digunakan untuk
mengidentifikasi kecenderungan opini dalam data
tekstual (Munir, 2025; Nurwanda et al., 2024;
Tampubolon et al., 2026). Dalam konteks pariwisata
analisis sentimen dapat mengelompokkan ulasan ke
dalam sentimen positif, netral, atau negatif sehingga
pengelola destinasi dapat memperoleh gambaran yang
lebih terstruktur mengenai pengalaman wisatawan.
Pemanfaatan ulasan digital dengan demikian memiliki
nilai strategis karena dapat mendukung evaluasi
kualitas destinasi dan pengambilan keputusan berbasis
data. Bahasa Indonesia pada ulasan digital dapat
mengandung variasi kosakata, struktur
informal, singkatan, dan konteks yang bergantung pada
hubungan antarkata. Model berbasis bag-of-words atau
representasi frekuensi kata memiliki keterbatasan
dalam memahami konteks semantik tersebut (Putri et

kalimat

al., 2025; S, 2026). Perkembangan arsitektur
Transformer  khususnya Bidirectional Encoder
Representations  from  Transformers  (BERT),

memberikan pendekatan yang lebih baik karena
representasi kata dibentuk berdasarkan konteks
keseluruhan kalimat (Bangkalang & Setiyawati, 2025;
Gupta, 2024; Islam et al., 2026; Syah et al., 2025).
Untuk bahasa Indonesia IndoBERT dikembangkan
sebagai model pre-trained language model yang secara
khusus dilatih menggunakan korpus berbahasa
Indonesia. IndoBERT merupakan bagian dari
pengembangan sumber daya NLP Indonesia melalui
IndoLEM dan IndoNLP (Koto et al., 2020; Purwanto,
2026; Tandi et al., 2025).

Pemanfaatan IndoBERT untuk analisis
sentimen pariwisata telah menunjukkan potensi yang
cukup besar. Penelitian (Purwanto, 2026) pada ulasan
Google di Kenjeran Park menggunakan 2.560 ulasan
dengan distribusi 54% positif, 28% netral, dan 18%
negatif. Setelah menerapkan preprocessing dan
weighted loss untuk menangani ketidakseimbangan
kelas, IndoBERT memperoleh akurasi 87,50% dan F1-
score 0,7643. Penelitian (Singgalen, 2025) pada ulasan
hotel berbahasa Indonesia juga menunjukkan bahwa
IndoBERT mampu menghasilkan akurasi tinggi, tetapi
dataset yang digunakan memiliki distribusi yang sangat
tidak seimbang yaitu 90% positif dan masing-masing
5% untuk kelas netral dan negatif. Kondisi tersebut
memperlihatkan bahwa nilai akurasi perlu ditafsirkan
secara hati-hati ketika distribusi kelas tidak
proporsional. Permasalahan ketidakseimbangan kelas

menjadi semakin penting karena model klasifikasi
dapat memperoleh akurasi yang relatif tinggi hanya
dengan memprioritaskan kelas mayoritas (Benkendorf
et al., 2023; Chen et al., 2024; Hellin et al., 2024).
Penelitian mengenai analisis sentimen dengan BERT
(Kristiyanti et al., 2024; Nasrabadi & Moattar, 2025;
Nassr et al., 2025) menunjukkan imbalanced dataset
memengaruhi kemampuan model dalam mengenali
kelas minoritas sehingga evaluasi tidak seharusnya
hanya berorientasi pada akurasi, tetapi juga
mempertimbangkan precision, recall, Fl-score, dan
metrik agregat seperti macro F1. Penelitian terbaru
pada ulasan berbahasa Indonesia bahkan menunjukkan
bahwa pendekatan two-stage classification dapat
meningkatkan macro F1 secara signifikan pada kondisi
ketidakseimbangan ekstrem dibandingkan pendekatan
single-stage dan beberapa metode penyesuaian fungsi
loss (Alnahhal et al., 2026; Carvalho et al., 2025;
Farhadpour et al., 2024). Permasalahan tersebut secara
nyata ditemukan dalam penelitian ini. Dataset yang
digunakan terdiri atas 1.500 ulasan wisatawan yang
diperoleh dari ulasan wisatawan pada Google Maps
terhadap wisatawan di sumatera utara, yang
distribusinya didominasi oleh kelas netral sebesar
73,07%, kelas positif 18,73% dan negatif 8,20%.
Setelah proses fine-tuning, IndoBERT menghasilkan
akurasi pengujian sebesar 72,67%, precision 52,80%,
recall 72,67%, dan F1-score 61,16%. Evaluasi per kelas
menunjukkan persoalan yang lebih fundamental yaitu
kelas netral memperoleh recall 100% dan F1-score
84,17%, kelas positif dan negatif memperoleh
precision, recall, dan Fl-score 0%. Temuan tersebut
menunjukkan bahwa akurasi 72,67% pada penelitian
ini terutama merefleksikan kemampuan model
mengenali kelas mayoritas bukan kemampuan
melakukan klasifikasi sentimen secara seimbang. Pada
pengujian ulasan baru kalimat dengan indikasi positif
maupun negatif masih diprediksi sebagai netral dengan
tingkat confidence sekitar 70%. Permasalahan utama
penelitian adalah bagaimana memperoleh nilai akurasi
yang tinggi dan bagaimana membangun model analisis
sentimen yang mampu mengenali seluruh kategori
sentimen secara proporsional khususnya kelas positif
dan negatif yang jumlah datanya lebih sedikit.
Berdasarkan kondisi tersebut research gap
penelitian ini terletak pada perlunya evaluasi yang lebih
kritis terhadap perilaku baseline IndoBERT pada
ulasan wisatawan dengan distribusi kelas yang tidak
seimbang, terutama dalam mengidentifikasi sejauh
mana dominasi kelas mayoritas memengaruhi
kemampuan model dalam mengenali kelas minoritas.
Penelitian ini menggunakan 1.500 ulasan dengan
distribusi 73,07% kelas netral, 18,73% positif, dan
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8,20% negatif, sehingga memberikan kondisi
eksperimental yang berbeda dari penelitian terdahulu
dan memungkinkan analisis lebih terfokus terhadap
majority-class bias.

Kontribusi ilmiah penelitian ini adalah
memberikan bukti empiris bahwa evaluasi performa
IndoBERT pada data sentimen tidak seimbang tidak
cukup hanya menggunakan akurasi sebagai indikator
keberhasilan model. Hasil penelitian menunjukkan
akurasi sebesar 72,67%, tetapi analisis per kelas
memperlihatkan bahwa model hanya mampu
mengenali kelas netral dengan baik, sedangkan kelas
positif dan negatif memperoleh F1-score 0%. Dengan
demikian, penelitian ini memperlihatkan secara empiris
adanya kesenjangan antara performa agregat dan
kemampuan klasifikasi aktual pada kelas minoritas.
Temuan tersebut memperkuat pentingnya penggunaan
macro-F1, classification report, dan confusion matrix
sebagai bagian dari evaluasi model sentimen.
Penelitian ini menghasilkan baseline diagnostik yang
dapat digunakan sebagai dasar untuk penelitian
selanjutnya ~ dalam  mengembangkan  strategi
penanganan class imbalance, seperti class weighting,
data augmentation, oversampling, atau pendekatan
klasifikasi bertahap. Pendekatan semacam ini juga
telah menjadi arah penelitian terkini pada analisis
sentimen dan klasifikasi emosi berbahasa Indonesia

TINJAUAN PUSTAKA

Penelitian terdahulu telah membuktikan bahwa
IndoBERT merupakan pendekatan yang potensial
untuk klasifikasi teks dan analisis sentimen berbahasa
Indonesia. Penelitian pada ulasan (Purwanto, 2026)
menunjukkan performa IndoBERT yang lebih baik
dibandingkan LSTM, dengan akurasi 87,50% dan F1-
score 0,7643 setelah menerapkan weighted loss.
Penelitian pada ulasan hotel juga menunjukkan
kemampuan IndoBERT dalam memperoleh akurasi
tinggi, tetapi sekaligus memperlihatkan bahwa
ketidakseimbangan kelas dapat menjadi persoalan
penting dalam interpretasi performa. Penelitian terbaru
menunjukkan bahwa strategi khusus untuk class
imbalance, termasuk class weighting, SMOTE, dan
klasifikasi bertahap dapat meningkatkan sensitivitas
model terhadap kelas minoritas. Sebagian penelitian
lebih menekankan pencapaian akurasi atau performa
agregat model, sementara persoalan kegagalan model
dalam mengenali kelas minoritas belum selalu menjadi
fokus utama evaluasi. Performa IndoBERT pada data
ulasan wisatawan dengan dominasi kelas netral yang
sangat tinggi masih perlu dianalisis secara khusus.
Penelitian ini mengisi celah tersebut dengan tidak
hanya melaporkan performa agregat IndoBERT, tetapi

juga mengevaluasi distribusi prediksi melalui
classification report dan confusion matrix untuk
mengidentifikasi kemampuan model pada masing-
masing kelas sentimen. Kontribusi penelitian ini
terletak pada evaluasi kritis terhadap kemampuan
IndoBERT dalam klasifikasi sentimen wisatawan pada
dataset yang tidak seimbang sekaligus mengidentifikasi
keterbatasan model sebagai dasar pengembangan
strategi penanganan class imbalance. Pendekatan
tersebut penting agar peningkatan performa pada
penelitian lanjutan tidak hanya menghasilkan akurasi
yang tinggi, tetapi juga meningkatkan macro F1, recall
kelas minoritas, dan keseimbangan kemampuan
klasifikasi antarkelas.

METODE PENELITIAN

Penelitian ini menggunakan pendekatan
kuantitatif eksperimental dengan menerapkan Natural
Language Processing (NLP) dan deep learning berbasis
IndoBERT untuk melakukan klasifikasi sentimen
terhadap ulasan wisatawan. Rancangan penelitian
terdiri atas beberapa tahapan utama, yaitu
pengumpulan dan persiapan data, preprocessing teks,
pelabelan sentimen, pembagian dataset menjadi data
pelatihan, validasi, dan pengujian, fine-tuning model
IndoBERT, evaluasi performa, serta analisis kesalahan
klasifikasi. Rancangan tersebut digunakan untuk
mengetahui  sejauh  mana IndoBERT mampu
memahami konteks bahasa Indonesia dalam ulasan
wisatawan dan mengklasifikasikan ulasan ke dalam
tiga kategori sentimen, yaitu positif, netral, dan negatif.
Berdasarkan data yang tersedia, penelitian
menggunakan 1.500 wulasan wisatawan dengan
distribusi 1.096 ulasan netral, 281 positif, dan 123
negatif. Secara keseluruhan alur penelitian dapat dilihat
pada gambar 1 berikut:

2. Pemeriksaan & 3. Tokenisasi 5. Fine-Tuning
IndoBERT Data IndoBERT

Gambar 1. Alur Penelitian

Gambar tersebut menunjukkan alur penelitian
klasifikasi sentimen ulasan wisatawan menggunakan
IndoBERT yang terdiri atas sembilan tahapan. Proses
dimulai dari dataset ulasan wisatawan, kemudian
dilakukan pemeriksaan dan preprocessing data untuk
memastikan data siap digunakan. Selanjutnya, teks
melalui proses tokenisasi IndoBERT dan pembagian
data menjadi data pelatihan, validasi, dan pengujian.
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Model kemudian dilakukan fine-tuning IndoBERT
sebelum digunakan untuk menghasilkan prediksi
sentimen. Hasil prediksi dievaluasi menggunakan
classification report dan confusion matrix, kemudian
dianalisis berdasarkan ketidakseimbangan kelas untuk
mengetahui potensi bias terhadap kelas mayoritas.
Tahap terakhir adalah interpretasi hasil yang digunakan
untuk menarik kesimpulan mengenai kinerja dan
keterbatasan model dalam  mengklasifikasikan
sentimen wisatawan.

Objek dan Ruang Lingkup Penelitian

Objek penelitian adalah teks ulasan wisatawan
berbahasa  Indonesia  yang  merepresentasikan
pengalaman dan persepsi wisatawan terhadap destinasi
wisata. Ruang lingkup penelitian dibatasi pada tugas
sentiment classification tiga kelas, yaitu sentimen
negatif, netral, dan positif. Variabel utama yang
dianalisis adalah teks ulasan sebagai variabel masukan
(input) dan kategori sentimen sebagai variabel keluaran
(output). Fokus penelitian diarahkan pada identifikasi
polaritas sentimen secara keseluruhan. Berdasarkan
data yang tersedia terdapat ketidakseimbangan yang
cukup besar antar kelas, dengan kelas netral mencapai
73,07%, sedangkan positif 18,73% dan negatif 8,20%.
Kondisi ini selanjutnya diperlakukan sebagai faktor
penting dalam interpretasi hasil eksperimen karena
berpotensi menyebabkan model lebih dominan
memprediksi kelas mayoritas.

Teknik Pengumpulan dan Persiapan Data
Data penelitian diperoleh dari ulasan wisatawan
pada Google Maps terhadap wisata di Sumatera Utara
yang kemudian dipersiapkan untuk proses klasifikasi.
Setiap observasi terdiri atas teks ulasan dan label
sentimen. Tahap persiapan meliputi pemeriksaan data,
pembersihan teks, penyesuaian format, serta tokenisasi
menggunakan tokenizer yang sesuai dengan model
IndoBERT. Tokenisasi mengubah teks menjadi
representasi token yang dapat diproses oleh model.
Secara konseptual, untuk sebuah ulasan (X), proses
tokenisasi dapat dinyatakan sebagai(Toraman et al.,
2022):
X = (wy, Wy, ...

»Wn) ()
Kemudian ditransformasikan menjadi rangkaian token:

TX) = (t, t, ..., t) 2)
Dengan w; merupakan kata atau unit teks dan

t; merupakan token yang dihasilkan oleh tokenizer

IndoBERT. Karena model Transformer memiliki batas

panjang input, teks selanjutnya dipotong (truncation)
atau dilengkapi padding sehingga memiliki panjang
input yang seragam.

Pelabelan dan Definisi Operasional Variabel

Variabel dependen dalam penelitian ini adalah
sentimen ulasan wisatawan yang terdiri atas tiga
kategori. Sentimen positif didefinisikan sebagai ulasan
yang menunjukkan pengalaman, kepuasan, apresiasi,
atau penilaian positif terhadap destinasi; sentimen
netral merupakan ulasan yang cenderung informatif
atau tidak menunjukkan polaritas emosional yang
dominan; sedangkan sentimen negatif merupakan
ulasan yang menunjukkan ketidakpuasan, keluhan,
kekecewaan, atau penilaian buruk. Secara matematis
label sentimen dapat direpresentasikan sebagai y €
{0,1,2} dengan masing-masing nilai merepresentasikan
satu kategori sentimen. Variabel independennya adalah
teks ulasan wisatawan yang menjadi input bagi
IndoBERT. Model menghasilkan probabilitas untuk
setiap kelas menggunakan fungsi softmax(Holm et al.,
2023):

zk
P(y:klx)zﬁ (3)

dengan zk merupakan logit kelas ke-k, K=3
merupakan jumlah kelas, dan P(y = k|x) merupakan
probabilitas bahwa ulasan x termasuk kelas k. Label
akhir ditentukan berdasarkan probabilitas terbesar:

y = argmaxP(y = k|X) 4

Fine-Tuning IndoBERT

Tahap berikutnya adalah melakukan fine-tuning
IndoBERT menggunakan data pelatihan yang telah
ditokenisasi. Pada tahap ini, parameter model pre-
trained disesuaikan dengan karakteristik data ulasan
wisatawan. Lapisan klasifikasi menghasilkan tiga logit
yang masing-masing mewakili kelas negatif, netral, dan
positif. Fungsi objektif yang umum digunakan dalam
klasifikasi multikelas adalah cross-entropy loss yang
secara matematis dirumuskan sebagai(Terven et al.,
2025):

L = —¥k=1yxlog (Br) “4)

dengan K = 3, y,, adalah label sebenarnya untuk kelas
K dan p, adalah probabilitas prediksi model untuk
kelas tersebut. Untuk satu observasi, apabila label
sebenarnya adalah kelas ¢ persamaan tersebut dapat
disederhanakan menjadi:
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L = —log (p.) ®)

Model kemudian mengoptimalkan parameter 8
dengan meminimalkan nilai loss:

0* = arg min% >N L (6)

Teknik Analisis dan Evaluasi Model

Evaluasi model dilakukan menggunakan
accuracy, precision, recall, Fl-score, classification
report, dan confusion matrix (Conciatori et al., 2024).
Penggunaan beberapa metrik diperlukan karena
distribusi kelas penelitian sangat tidak seimbang
sehingga accuracy saja berpotensi memberikan
gambaran performa yang menyesatkan. Accuracy
mengukur proporsi prediksi yang benar terhadap
keseluruhan data(Sujon et al., 2025):

TP+TN

Accuracy = ————
y TP+TN+FP+FN

(M
Untuk klasifikasi multikelas, accuracy dapat
dinyatakan sebagai (Sujon et al., 2025):

Zlk(=1 TPy

Accuracy = ~

@®)
dengan TP, adalah jumlah prediksi benar pada kelas k,
K adalah jumlah kelas dan N adalah jumlah seluruh
data pengujian. Precision mengukur proporsi prediksi
suatu kelas yang benar (Sujon et al., 2025):

Precission = —— ©)]
TP+FP
sedangkan recall mengukur kemampuan model

menemukan seluruh data yang sebenarnya termasuk
dalam kelas tersebut (Sujon et al., 2025):

Recall = —= (10)
TP+FN
Selanjutnya, Fl-score merupakan rata-rata

harmonis precision dan recall (Sujon et al., 2025):

Precission x Recall

F1=2x (11)

Precission+ Recall

Karena penelitian menggunakan tiga kelas maka

evaluasi juga dilakukan menggunakan macro average,

yaitu rata-rata sederhana performa masing-masing
kelas(Amin, 2023):

Macro — F1 = — YK_, F1, (12)

Metrik ini sangat penting dalam penelitian
karena memberikan bobot yang sama kepada kelas
negatif, netral, dan positif sehingga performa pada
kelas minoritas tidak tertutupi oleh dominasi kelas
netral.

HASIL DAN PEMBAHASAN

Bagian ini menyajikan hasil pengolahan dan
pengujian model IndoBERT dalam melakukan
klasifikasi sentimen terhadap ulasan wisatawan ke
dalam tiga kategori, yaitu positif, netral, dan negatif.
Analisis  dilakukan  secara  bertahap  dengan
memperhatikan distribusi data, kinerja model selama
proses pelatthan dan pengujian, serta performa
klasifikasi pada masing-masing kelas. Hasil tersebut
diinterpretasikan untuk mengidentifikasi kemampuan
model dalam mengenali pola sentimen, khususnya pada
kondisi distribusi kelas yang tidak seimbang, serta
dibandingkan dengan temuan penelitian terdahulu yang
relevan.

Distribusi Data Sentimen

Hasil pengolahan dataset menunjukkan bahwa
penelitian menggunakan 1.500 ulasan wisatawan yang
terdiri atas 1.096 ulasan netral, 281 ulasan positif, dan
123 ulasan negatif. Secara persentase, kelas netral
mendominasi dataset sebesar 73,07%, sedangkan kelas
positif sebesar 18,73% dan kelas negatif sebesar 8,20%.
Distribusi tersebut menunjukkan adanya
ketidakseimbangan kelas yang cukup kuat, karena
jumlah ulasan netral hampir empat kali lebih banyak
daripada ulasan positif dan hampir sembilan kali lebih
banyak daripada ulasan negatif. Kondisi ini penting
karena model klasifikasi dapat terdorong untuk
mempelajari pola kelas mayoritas secara lebih kuat
dibandingkan kelas minoritas. Ketidakseimbangan
tersebut menjadi isu utama dalam penelitian ini. Secara
statistik, apabila sebuah model selalu memprediksi
kelas netral, model telah memperoleh akurasi sekitar
73%, meskipun tidak mampu mengenali satu pun
ulasan positif dan negatif. Dengan demikian distribusi
data penelitian sejak awal menunjukkan bahwa
accuracy bukan merupakan indikator yang memadai
untuk menilai keberhasilan model. Penggunaan macro
precision, macro recall, dan macro Fl-score menjadi
lebih relevan karena setiap kelas memperoleh bobot
evaluasi yang sama. Hasil pengolahan dataset dapat
dilihat pada gambar 2 berikut:
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sentiment

Netral 1096
Positif 281
Negatif 123

Name: count, dtype: int64

Persentase:

sentiment

Netral 73.07

Positif 18.73

Negatif 8.20

Name: proportion, dtype: float64

Gambar 2. Distribusi Data Sentimen

Hasil Pelatihan IndoBERT

Model IndoBERT dilakukan fine-tuning untuk
mempelajari karakteristik ulasan wisatawan. Hasil
pelatihan menunjukkan bahwa pada epoch pertama
diperoleh training loss sebesar 0,741855 dan validation
loss sebesar 0,750142, dengan accuracy 73,33%,
precision 53,78%, recall 73,33%, dan F1-score 62,05%.
Pada epoch kedua, training loss meningkat menjadi
0,757263, sedangkan validation loss sedikit menurun
menjadi 0,744590. Seluruh metrik validasi tetap berada
pada nilai yang sama. Pada epoch ketiga, training loss
kembali meningkat menjadi 0,765352 dan validation
loss menjadi 0,753768, sementara accuracy, precision,
recall, dan F1-score tetap tidak berubah. Hasil tersebut
mengindikasikan bahwa penambahan epoch belum
memberikan peningkatan kemampuan klasifikasi yang
berarti. Perubahan loss yang relatif kecil dan metrik
validasi yang stagnan menunjukkan bahwa model tidak
memperoleh pembelajaran yang lebih baik terhadap
kelas-kelas minoritas. Dengan kata lain, masalah utama
bukan semata-mata  durasi  pelatihan, tetapi
kemungkinan kuat berkaitan dengan distribusi data
pelatihan yang tidak seimbang. Kondisi ini juga
menunjukkan pentingnya melakukan evaluasi per kelas
sebelum menentukan bahwa proses fine-tuning telah
berhasil.

Tabel 1. Pelatihan IndoBERT

Training Validation
Loss Loss

Epoch Accuracy Precision Recall F1

1 0.741855 0.750142
2 0.757263 0.744590
3 0.765352 0.753768

0.733333 0.537778 0.733333 0.620513
0.733333 0.537778 0.733333 0.620513
0.733333 0.537778 0.733333 0.620513

Hasil Pengujian Model

Pada data pengujian sebanyak 150 ulasan,
IndoBERT menghasilkan test loss sebesar 0,7643,
accuracy 72,67%, precision 52,80%, recall 72,67%,
dan F1-score 61,16%. Waktu pengujian tercatat sekitar
9,93 detik dengan kecepatan 15,109 sampel per detik.
Jika hanya melihat accuracy sebesar 72,67%, performa

tersebut sekilas terlihat cukup baik. Namun,
classification report memberikan gambaran yang
berbeda. Kelas netral memperoleh precision 72,67%,
recall 100%, dan Fl-score 84,17%, sedangkan kelas
negatif dan positif sama-sama memperoleh precision,
recall, dan Fl-score 0%. Macro average hanya
mencapai precision 24,22%, recall 33,33%, dan F1-
score 28,06%. Temuan ini merupakan hasil paling
penting dalam penelitian. Accuracy 72,67% pada
dasarnya sangat dekat dengan proporsi kelas netral
dalam data pengujian. Dari 150 data uji, terdapat 109
data netral atau 72,67%, sehingga model yang
cenderung memilih netral dapat menghasilkan
accuracy tinggi tanpa benar-benar menyelesaikan tugas
klasifikasi tiga kelas. Dengan demikian, nilai accuracy
72,67% tidak boleh diinterpretasikan  sebagai
keberhasilan klasifikasi sentimen secara menyeluruh.

Test Results:

test_loss: 0.7643

test_accuracy: 0.7267
test_precision: 0.5280

test recall: 0.7267

test_f1: 0.6116

test runtime: 9.9280
test_samples_per second: 15.1090
test_steps_per_second: 1.9140

Gambar 3. Pengujian Model

Analisis Confusion Matrix dan Ketidakseimbangan
Kelas

Analisis Confusion Matrix indoBERT dapat
dilihat pada gambar 4 berikut:

Confusion Matrix IndoBERT

- 100

Negatif

-80

True Label
Netral

Positif

Negatif Netral Positif
Predicted Label

Gambar 4. Analisis Confusion Matrix indoBERT

Berdasarkan classification report seluruh 109
ulasan yang secara aktual merupakan kelas netral
berhasil dikenali sebagai netral. Sebaliknya, tidak
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terdapat keberhasilan model dalam mengenali 13
ulasan negatif dan 28 ulasan positif sebagai kelas
masing-masing. Pola tersebut memperlihatkan bahwa
model mengalami bias prediksi yang sangat kuat
terhadap kelas netral. Secara konseptual, kondisi
tersebut dapat dijelaskan oleh fungsi optimasi
klasifikasi yang berusaha meminimalkan kesalahan
prediksi secara keseluruhan. Karena kelas netral
memiliki jumlah observasi paling besar, kesalahan
pada kelas tersebut memberikan kontribusi yang lebih
besar terhadap loss dibandingkan kelas minoritas.
Model kemudian memiliki kecenderungan untuk
membentuk keputusan yang menguntungkan kelas
mayoritas. Akibatnya, model dapat memperoleh nilai
accuracy yang relatif tinggi walaupun sensitivitas
terhadap kelas minoritas sangat rendah.

Eksperimen Baseline dan Improvement

Untuk menguji pengaruh ketidakseimbangan
kelas terhadap kinerja IndoBERT, penelitian diperluas
melalui eksperimen komparatif antara IndoBERT
baseline dan IndoBERT dengan Class Weight. Kedua
eksperimen  menggunakan  dataset,  arsitektur
IndoBERT, pembagian data, tokenisasi, dan parameter
pelatihan yang sama sehingga perbedaan kinerja dapat
dikaitkan dengan mekanisme penanganan
ketidakseimbangan kelas. Berdasarkan distribusi 1.500
data dengan perhitungan bobot kelas, maka bobot yang
digunakan adalah 0,4562 untuk kelas netral, 1,7794
untuk kelas positif, dan 4,0650 untuk kelas negatif.
Berdasarkan hasil baseline, macro-F1 28,06% sangat
penting dijadikan salah satu metrik utama karena
weighted F1 61,16% terdorong oleh kelas netral yang
dominan.

Perbandingan dengan Penelitian Terkait

Hasil penelitian ini berbeda dengan penelitian
Purwanto pada wulasan Kenjeran Park. Penelitian
tersebut menggunakan 2.560 ulasan dengan distribusi
54% positif, 28% netral, dan 18% negatif serta
menerapkan ~ weighted loss untuk mengatasi
ketidakseimbangan kelas. IndoBERT pada penelitian
tersebut menghasilkan accuracy 87,50% dan F1-score
0,7643. Perbedaan tersebut menunjukkan bahwa
keberhasilan IndoBERT tidak hanya ditentukan oleh
arsitektur model, tetapi juga oleh karakteristik dataset,
distribusi kelas, preprocessing, dan strategi penanganan
ketidakseimbangan data.

Temuan penelitian ini juga sejalan dengan
penelitian terbaru yang secara khusus mengkaji
IndoBERT pada kondisi extreme class imbalance.
Tikaningsih et al. melaporkan bahwa model baseline
dapat menghasilkan accuracy yang terlihat tinggi tetapi

belum merepresentasikan kemampuan klasifikasi
secara menyeluruh. Penelitian tersebut kemudian
menggunakan two-stage classification dan
memperoleh peningkatan macro F1 dari 0,599 menjadi
0,761. Hasil tersebut relevan dengan penelitian ini
karena menunjukkan bahwa ketika kelas tidak
seimbang, peningkatan kualitas model perlu diarahkan
pada kemampuan mengenali kelas minoritas, bukan
sekadar meningkatkan accuracy. Penelitian lain juga
menunjukkan efektivitas strategi class weighting. Studi
pada ulasan Halodoc melaporkan bahwa IndoBERT
dengan class weight memperoleh macro F1 sebesar
0,8230 dan balanced accuracy sebesar 0,8274 pada
kondisi kelas tidak seimbang.

Pengujian pada Ulasan Baru
Pengujian kualitatif terhadap ulasan baru dapat
dilihat pada gambar 5 berikut:

Sentimen
Confidence

: Pemandangan Danau Toba sangat indah dan suasananya luar biasa.

: Netral

1 0.7119

Review
Sentimen
Confidence

: Tempatnya cukup bagus tetapi fasilitas masih perlu diperbaiki.

: Netral

1 0.7022

Review
Sentimen
Confidence

: Saya kecewa karena tempatnya kotor dan pelayanan sangat buruk.
: Netral
1 0.7009

Gambar 5. Pengujian pada Ulasan Baru

Pengujian kualitatif terhadap wulasan baru
semakin memperkuat temuan kuantitatif. Ulasan
“Pemandangan Danau Toba sangat indah dan
suasananya luar biasa” diklasifikasikan sebagai netral
dengan confidence 0,7119. Ulasan “Tempatnya cukup
bagus tetapi fasilitas masih perlu diperbaiki” juga
diprediksi netral dengan confidence 0,7022. Bahkan
ulasan “Saya kecewa karena tempatnya kotor dan
pelayanan sangat buruk” masih dikategorikan sebagai
netral dengan confidence 0,7009. Kesalahan tersebut
menunjukkan bahwa persoalan model bukan hanya
terjadi pada data pengujian, tetapi juga muncul ketika
model diberikan data baru. Prediksi terhadap kalimat
yang secara semantik memiliki kecenderungan positif
atau negatif sebagai netral mengindikasikan bahwa
representasi atau batas keputusan (decision boundary)
model belum mampu membedakan polaritas sentimen
secara memadai. Confidence sekitar 70% juga perlu
ditafsirkan secara hati-hati karena confidence yang
relatif tinggi tidak otomatis menunjukkan bahwa
prediksi tersebut benar.

Implikasi Hasil Penelitian

Penelitian menunjukkan bahwa IndoBERT
memiliki kemampuan yang baik dalam mengenali kelas
mayoritas, tetapi belum mampu melakukan klasifikasi
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sentimen tiga kelas secara seimbang. Accuracy sebesar
72,67% harus dipandang secara kritis karena diperoleh
bersamaan dengan macro F1 hanya 28,06% dan F1-
score 0% untuk kelas positif dan negatif. Temuan
penelitian memberikan indikasi bahwa permasalahan
utama terletak pada class imbalance, bukan semata-
mata pada pemilihan arsitektur IndoBERT.

Hasil ini menjadi baseline yang penting untuk
eksperimen berikutnya. Perbaikan model sebaiknya
diarahkan pada strategi seperti class weighting,
oversampling, SMOTE pada representasi yang sesuai,
focal loss, atau pendekatan two-stage classification,
kemudian dibandingkan menggunakan macro Fl1,
balanced accuracy, serta recall masing-masing kelas.
Pendekatan tersebut memiliki dukungan empiris dari
penelitian terdahulu yang menunjukkan bahwa class
weighting dan strategi klasifikasi khusus dapat
meningkatkan sensitivitas terhadap kelas minoritas.

KESIMPULAN

Penelitian ini berhasil menunjukkan
kemampuan dasar IndoBERT dalam memproses ulasan
wisatawan, tetapi belum menghasilkan model
klasifikasi sentimen yang robust. Nilai accuracy yang
relatif tinggi ternyata didominasi oleh keberhasilan
memprediksi kelas netral sebagai kelas mayoritas.
Sebaliknya, kegagalan total dalam mengenali sentimen
positif dan negatif menunjukkan adanya masalah serius
pada generalisasi model terhadap kelas minoritas.
Dengan demikian, kontribusi penting dari hasil
penelitian ini adalah mengungkap bahwa evaluasi
berbasis accuracy saja dapat menghasilkan kesimpulan
yang menyesatkan pada dataset ulasan wisatawan yang
tidak seimbang. Temuan ini sekaligus memberikan
dasar metodologis untuk mengembangkan model
IndoBERT yang lebih adil dan representatif melalui
strategi penanganan class imbalance pada penelitian
selanjutnya.
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