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ABSTRACT 

The demand for temporary housing in Jimbaran continues to increase, making it more complex to determine 
boarding house prices due to various physical characteristics, location, and facilities. Previous studies have 
limitations in modeling nonlinear relationships among variables and have not integrated feature engineering and 
hyperparameter tuning to improve prediction performance. This study aims to develop a model for predicting 
boarding house prices using the decision tree regression algorithm. The model was developed through data 
preprocessing, feature engineering, and hyperparameter tuning using GridSearchCV with stratified K-fold cross-
validation. The optimal hyperparameter combination was max_depth = 8, min_samples_split = 5, 
min_samples_leaf = 2, and max_leaf_nodes = 80. The model achieved R² values of 0.8871 for the training data 
and 0.8326 for the testing data, with an MAE of IDR 225,438 and an RMSE of IDR 303,080. The R² difference of 
0.0546 indicates satisfactory generalization without significant overfitting. In addition to producing an accurate 
prediction model, this study contributes through the implementation of data preprocessing, feature engineering, 
hyperparameter tuning, and feature importance analysis to identify the factors that most significantly affect 
boarding house prices. 
Keyword: Boarding House Price Prediction, Data Mining, Decision Tree Regression, Machine Learning. 
 

ABSTRAK 
Kebutuhan hunian sementara di wilayah Jimbaran terus meningkat sehingga penentuan harga kos menjadi 
semakin kompleks karena dipengaruhi oleh berbagai karakteristik fisik, lokasi, dan fasilitas. Penelitian 
sebelumnya masih memiliki keterbatasan dalam memodelkan hubungan nonlinier antarvariabel serta belum 
mengintegrasikan feature engineering dan hyperparameter tuning untuk meningkatkan performa prediksi. 
Penelitian ini bertujuan mengembangkan model prediksi harga kos di wilayah Jimbaran menggunakan algoritma 
Decision Tree Regression. Model dikembangkan melalui tahapan preprocessing data, feature engineering, 
hyperparameter tuning menggunakan GridSearchCV dengan Stratified K-Fold Cross Validation. Kombinasi 
hyperparameter terbaik yang diperoleh adalah max_depth = 8, min_samples_split = 5, min_samples_leaf = 2, 
dan max_leaf_nodes = 80. Model menghasilkan nilai R² sebesar 0,8871 pada data training dan 0,8326 pada data 
testing, dengan nilai MAE sebesar Rp225.438 dan RMSE sebesar Rp303.080. Selisih nilai R² sebesar 0,0546 
menunjukkan bahwa model memiliki kemampuan generalisasi yang baik tanpa mengalami overfitting yang 
signifikan. Selain menghasilkan model prediksi yang baik, penelitian ini juga memberikan kontribusi melalui 
penerapan preprocessing data, feature engineering, hyperparameter tuning, serta analisis feature importance 
untuk mengidentifikasi faktor-faktor yang paling memengaruhi harga kos. 
Kata Kunci: Prediksi Harga Kos, Data Mining, Decision Tree Regression, Machine Learning. 
 
PENDAHULUAN 

Kecamatan Jimbaran adalah salah satu wilayah 
strategis yang berada di Kabupaten Badung, Provinsi 
Bali. Wilayah ini mengalami perkembangan yang 
cukup pesat setiap tahunnya, baik pada sektor 
infrastruktur, ekonomi, pendidikan, maupun 
pariwisata. Keberadaan berbagai fasilitas umum, pusat 
aktivitas wisata, dan institusi pendidikan menjadikan 
Jimbaran sebagai kawasan dengan tingkat mobilitas 
penduduk yang tinggi (Athiyah et al., 2021). Di 

samping itu, Jimbaran merupakan salah satu kawasan 
yang menarik minat banyak mahasiswa, tenaga kerja, 
dan pendatang yang berasal dari berbagai daerah. 
Keberadaan sejumlah institusi pendidikan tinggi, 
seperti Politeknik Negeri Bali, didukung oleh kawasan 
industri pariwisata serta lokasinya yang berdekatan 
dengan pusat Kota Denpasar dan Bandara Internasional 
I Gusti Ngurah Rai, menjadikan wilayah ini kerap 
dipilih sebagai tempat menetap baik untuk sementara 
waktu maupun dalam jangka panjang. Situasi tersebut 
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berdampak pada meningkatnya permintaan akan 
hunian, terutama rumah kos, yang terus menunjukkan 
pertumbuhan dari waktu ke waktu.  

Meningkatnya jumlah pendatang, terutama 
mahasiswa dan pekerja, berdampak pada bertambahnya 
jumlah rumah kos yang tersedia di wilayah Jimbaran. 
Rumah kos yang tersedia memiliki beragam fasilitas, 
lokasi, serta tingkat kenyamanan yang berbeda-beda 
(Labib Mu’tashim et al., 2021). Meskipun demikian, 
beragamnya pilihan tersebut kerap menimbulkan 
kesulitan bagi calon penghuni dalam memilih kos yang 
sesuai dengan kebutuhan serta kondisi keuangan 
mereka. Berbagai fasilitas, seperti luas kamar, 
keberadaan kamar mandi pribadi, akses internet, area 
parkir, tingkat keamanan, hingga kedekatan lokasi 
dengan pusat kegiatan, turut memengaruhi besaran tarif 
sewa yang ditentukan oleh pemilik kos (Hadi & 
Benedict, 2024). Akan tetapi, harga yang ditawarkan 
tidak selalu sebanding dengan fasilitas yang tersedia. 
Selain itu, proses pencarian dan pemilihan kos yang 
masih dijalankan dengan cara manual memerlukan 
waktu yang cukup lama serta berpotensi memberikan 
keputusan yang kurang tepat, khususnya bagi calon 
penyewa dengan keterbatasan anggaran. Maka dari itu, 
diperlukan suatu model prediksi yang mampu 
memperkirakan harga kos berdasarkan fasilitas yang 
tersedia, sehingga dapat membantu calon penyewa 
dalam mengambil keputusan yang lebih tepat dan 
efisien. 

Perkembangan teknologi informasi memberikan 
peluang dalam pemanfaatan metode data mining 
sebagai solusi untuk membantu proses penentuan harga 
kos sesuai dengan fasilitas yang tersedia (Muharrom, 
2023). Metode data mining memungkinkan 
pengolahan data kos dalam jumlah besar untuk 
menemukan pola dan hubungan antara fasilitas dengan 
harga sewa yang sebelumnya sulit dianalisis secara 
manual. Salah satu algoritma yang mampu dipakai pada 
proses prediksi adalah Decision Tree Regression. 
Algoritma ini sanggup memberikan model keputusan 
yang mudah dimengerti, mempunyai struktur yang 
jelas, serta dapat mengolah data numerik maupun 
kategorikal (Ramadhan et al., 2023). Melalui 
penerapan algoritma Decision Tree Regression, data 
fasilitas rumah kos dapat dianalisis untuk menghasilkan 
prediksi harga sewa yang lebih akurat sehingga dapat 
membantu calon penyewa dalam menentukan pilihan 
kos sesuai kebutuhan fasilitas yang diinginkan. 

Beberapa penelitian terdahulu telah membahas 
penerapan machine learning dan data mining dalam 
proses prediksi maupun pengambilan keputusan. 
Algoritma Decision Tree Regression mampu 
digunakan untuk memprediksi data numerik karena 

memiliki struktur model yang mudah dipahami serta 
performa yang cukup baik dalam menghasilkan 
prediksi (Saputra & Pratama, 2025). Metode data 
mining dapat membantu proses analisis data secara 
lebih efektif karena mampu mengolah dan 
mengekstraksi informasi yang berguna dari kumpulan 
data yang besar (Wijaya & Triayudi, 2023). 
Perbandingan analisis data antara algoritma Support 
Vector Regression dan Decisiom Tree Regression dapat 
dilakukan untuk mengetahui algoritma yang 
memberikan hasil prediksi yang lebih tepat (Wardana 
& Juanita, 2025). Selain itu, metode machine learning 
dapat membantu proses pengambilan keputusan secara 
lebih efektif dengan memanfaatkan pola dan informasi 
yang diperoleh dari data yang tersedia (Nurpadhilah & 
Saputera, 2026). Meskipun demikian, penelitian 
terdahulu masih memiliki beberapa keterbatasan, 
seperti belum optimalnya penerapan preprocessing 
data dan feature engineering dalam meningkatkan 
performa prediksi. Selain itu, belum ditemukannya 
penelitian yang secara khusus mengembangkan model 
prediksi harga kos yang menggunakan data rumah kos 
di wilayah Jimbaran (Karim et al., 2021).  

Berbeda dengan penelitian sebelumnya, 
penelitian ini mengembangkan model prediksi harga 
kos di wilayah Jimbaran menggunakan algoritma 
Decision Tree Regression yang dikombinasikan 
dengan tahapan preprocessing data, feature 
engineering, hyperparameter tuning menggunakan 
GridSearchCV, serta validasi menggunakan Stratified 
K-Fold Cross Validation. Selain itu, penelitian ini juga 
menganalisis feature importance untuk 
mengidentifikasi atribut yang paling berpengaruh 
terhadap harga kos (Rayssa Buntoro, 2025). Dengan 
demikian, penelitian ini tidak hanya menghasilkan 
model prediksi harga kos dengan performa baik, tetapi 
juga memberikan pemahaman mengenai faktor-faktor 
yang memengaruhi penentuan harga kos di wilayah 
Jimbaran. 

 
TINJAUAN PUSTAKA 
Data Mining  

Data Mining adalah bidang ilmu yang 
mempelajari proses penggalian informasi atau 
pengetahuan yang bernilai dari kumpulan data 
berukuran besar. Proses ini dilakukan dengan 
menerapkan berbagai metode, seperti statistik, 
matematika dan kecerdasan buatan untuk menemukan 
pola, hubungan, tren, maupun struktur tersembunyi 
yang sulit dikenali secara langsung melalui 
pengamanatan biasa. Pemanfaatan data mining telah 
banyak diterapkan dalam berbagai bidang karena 
mampu membantu proses pengambilan keputusan 
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melalui analisis data histori yang tersedia (Rahmadini, 
2023). Selain itu, data mining juga dipakai untuk 
membantu proses prediksi dan analisis pola data 
sehingga informasi yang dihasilkan dapat 
dimanfaatkan sebagai dasar pengambilan keputusan 
yang lebih baik (Nuruzzaman et al., 2023).  
 
Machine Learning   

Machine learning adalah salah satu cabang dari 
kecerdasan buatan (Artificial Intelligence) yang 
memiliki fokus untuk mengembangkan algoritma serta 
metode agar komputer mampu mempelajari pola dari 
data dengan cara otomatis tanpa perlu diprogram 
dengan cara rinci (Ağbulut et al., 2021). Dalam 
prosesnya, machine learning memanfaatkan data latih 
untuk membentuk model matematis yang dapat 
merepresentasikan hubungan antarvariabel dalam data. 
Model tersebut kemudian dipakai untuk menjalankan 
prediksi, klasifikasi, maupun pengambilan keputusan 
terhadap data baru yang sebelumnya belum pernah 
diproses (Haryanto et al., 2023). 
 
Preprocessing 

Preprocessing atau pengolahan data merupakan 
tahapan awal yang memiliki peranan penting dalam 
proses machine learning. Tahapan ini dilakukan untuk 
mempersiapkan data mentah agar berada dalam kondisi 
yang baik sebelum digunakan dalam proses pelatihan 
model. Data yang didapatkan melalui beragam sumber 
sering kali masih mempunyai permasalahan, seperti 
masih memiliki nilai kosong (missing value), 
inkonsistensi data, kesalahan format, maupun 
ketidaksesuaian tipe data. Jika data tersebut langsung 
digunakan tanpa proses preprocessing, maka kualitas 
model yang dihasilkan dapat menurun (Çetin & Yıldız, 
2022). 
 
Feature Engineering 

Feature Engineering merupakan proses 
mengubah, memilih, atau membentuk atribut baru dari 
data asli yang bertujuan untuk meningkatkan kualitas 
data dan kemampuan model machine learning dalam 
mengenali pola yang relevan (Qadri et al., 2023). 
 
Train-Test Split 

Train-Test Split merupakan metode validasi 
dalam machine learning yang digunakan untuk 
melakukan pembagian dataset menjadi dua bagian, 
yakni data latih (training data) serta data uji (testing 
data). Data latih dipakai dalam proses pembentukan 
model, sementara data uji dipakai untuk mengevaluasi 
kemampuan model ketika menjalankan prediksi 
terhadap data baru yang belum pernah dipelajari 

sebelumnya (Salazar et al., 2022). Tujuan utama 
penggunaan metode Train-Test Split adalah untuk 
mengukur kemampuan generalisasi model sehingga 
hasil evaluasi yang diperoleh lebih objektif dan dapat 
merepresentasikan kinerja model pada data baru. 
Pembagian dataset biasanya dilakukan menggunakan 
proporsi tertentu, seperti halnya 80% data latih serta 
20% data uji, meskipun proporsi tersebut dapat 
disesuaikan dengan jumlah serta karakteristik data yang 
digunakan (Bichri et al., 2024). 

 
Regresi 

Regresi merupakan salah satu metode dalam 
machine learning yang dipakai untuk melakukan 
analisis korelasi antara variabel independen (X) dan 
variabel dependen (Y) yang mempunyai nilai numerik 
atau kontinu. Metode ini banyak digunakan dalam 
berbagai bidang untuk analisis data dan prediksi 
(Hasanah, 2023). 

 
Decision Tree Regression 

Decision Tree Regression merupakan salah satu 
algoritma regresi dalam machine learning yang 
menggunakan struktur pohon keputusan untuk 
memodelkan hubungan antara variabel independen 
dengan variabel dependen yang bersifat numerik. 
Algoritma ini bekerja dengan membangun model 
prediksi berbentuk pohon yang terdiri atas root node, 
internal node, dan leaf node. Root node merupakan titik 
awal pembentukan pohon, internal node berfungsi 
sebagai pemisah data berdasarkan atribut tertentu, 
sedangkan leaf node menunjukkan hasil prediksi atau 
nilai keluaran (Karim et al., 2021). Metode Decision 
Tree Regression melakukan proses pembagian data 
secara bertahap berdasarkan atribut yang dianggap 
paling optimal dalam mengurangi kesalahan prediksi 
(Nurani et al., 2023). Setiap percabangan pada pohon 
merepresentasikan aturan keputusan tertentu hingga 
data terbagi ke dalam kelompok-kelompok yang 
memiliki karakteristik serupa (Jumin et al., 2021). 

 
METODE PENELITIAN 

Riset ini termasuk ke dalam penelitian 
kuantitatif karena menggunakan data berbentuk angka 
serta pengolahan statistik dalam tahapan 
pengembangan model prediksi harga kos. Data yang 
dimanfaatkan mencakup atribut kos seperti ukuran 
kamar, fasilitas yang tersedia di kamar, fasilitas kamar 
mandi, fasilitas umum, serta jarak kos terhadap kampus 
Politeknik Negeri Bali yang diproses secara terstruktur 
guna menghasilkan informasi yang bersifat prediktif. 
Tahap-tahap penelitian yang dilakukan dalam riset ini 
ditampilkan pada Gambar 1 berikut ini. 
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Gambar 1. Tahapan Penelitian 

 
Gambar 1 memperlihatkan tahapan penelitian 

yang digunakan untuk membangun model prediksi 
harga kos menggunakan algoritma Decision Tree 
Regression. Algoritma ini dipilih karena mampu 
menghasilkan model yang mudah dipahami dan 
divisualisasikan sehingga mempermudah interpretasi 
hasil prediksi. Selain itu, Decision Tree Regression 
mampu menangani data numerik maupun kategorikal 
dengan baik serta tidak memerlukan asumsi hubungan 
linear antarvariabel. Karakteristik tersebut sesuai 
dengan dataset penelitian yang terdiri atas kombinasi 
atribut numerik dan kategorikal, seperti luas kamar, 
jarak ke kampus, lokasi, tipe kos, serta berbagai 
fasilitas yang digunakan untuk memprediksi harga kos. 
Penelitian diawali dengan proses pengumpulan data 
rumah kos di wilayah Jimbaran, kemudian dilanjutkan 
dengan preprocessing data untuk membersihkan dan 
mempersiapkan data sebelum digunakan. Selanjutnya, 
dataset dibagi menjadi data latih serta data uji memakai 
metode Train-Test Split. Data latih digunakan untuk 
proses hyperparameter tuning menggunakan 
GridSearchCV dengan metode Stratified K-Fold Cross 
Validation sebanyak 5 fold. Proses ini bertujuan 
memperoleh kombinasi parameter terbaik sebelum 
model akhir diuji menggunakan data uji. Selanjutnya, 
data uji digunakan untuk mengevaluasi performa model 
menggunakan metrik MAE, RMSE, dan R². Hasil 
evaluasi digunakan untuk menilai performa model 
dalam memprediksi harga kos. 
 
Pengumpulan Data 

Data yang dipakai pada penelitian ini 
merupakan data primer berupa data rumah kos di 
wilayah Jimbaran. Data diperoleh melalui proses 
pengumpulan manual dari berbagai kos yang berada di 
sekitar kawasan Jimbaran. Dataset yang digunakan 
terdiri dari sekitar 1100 data kos dengan atribut 
numerik dan kategorikal. Setelah dilakukan proses 
pembersihan data untuk mengatasi data yang tidak 
lengkap serta tidak konsisten, diperoleh sebanyak 1081 
data yang siap digunakan pada tahap penelitian 
selanjutnya. Selanjutnya, data tersebut digunakan 
untuk proses preprocessing dan pembangunan model 
prediksi harga kos. Atribut yang dipakai pada 
penelitian ini mencakup lokasi, luas kamar, jenis kamar 
mandi, fasilitas kamar, fasilitas kamar mandi, fasilitas 

umum, jarak ke kampus Politeknik Negeri Bali, serta 
harga kos per bulan sebagai variabel target. Atribut-
atribut tersebut dipakai selaku pedoman untuk 
mengembangkan model prediksi harga kos 
menggunakan algoritma Decision Tree Regression. 
 
Preprocessing Data 

Tahap preprocessing dilakukan untuk 
memastikan data siap dipakai pada proses pelatihan 
model machine learning. Proses dimulai dengan 
pembersihan data melalui penghapusan data duplikat, 
penyeragaman format teks, serta penghapusan data 
harga kos yang kosong atau tidak valid. Selanjutnya 
dilakukan penyaringan harga kos pada rentang 
Rp1.000.000 hingga Rp6.000.000 untuk mengurangi 
pengaruh outlier. Atribut ukuran kamar diproses 
menjadi luas kamar dengan memisahkan nilai panjang 
dan lebar, sedangkan atribut jarak ke kampus 
dibersihkan dari satuan teks dan dikonversi menjadi 
numerik. Nilai kosong dalam atribut numerik kemudian 
diisi memakai nilai median. Dalam atribut fasilitas 
kamar, fasilitas kamar mandi, dan fasilitas umum 
dilakukan proses multilabel feature extraction dengan 
mengubah setiap fasilitas menjadi fitur biner bernilai 0 
dan 1. Penelitian ini juga menerapkan feature 
engineering untuk menghasilkan fitur baru seperti total 
fasilitas, premium score, kategori jarak, rasio fasilitas 
terhadap luas kamar, dan transformasi logaritmik jarak. 
Setelah itu, variabel target harga kos ditransformasikan 
menggunakan fungsi logaritma natural (`log1p`) untuk 
meningkatkan stabilitas model. Pada tahap akhir, fitur 
kategorikal seperti lokasi, tipe kos, dan kategori jarak 
diproses menggunakan metode One Hot Encoding, 
sedangkan nilai kosong pada data kategorikal ditangani 
menggunakan `SimpleImputer`. 

 
Pembagian Dataset 

Dataset dibagi menggunakan metode Train-Test 
Split dengan komposisi 80% atau 864 data latih dan 
20% atau 217 data uji. Data latih digunakan untuk 
proses pelatihan model serta pencarian kombinasi 
hyperparameter terbaik menggunakan GridSearchCV. 
Pada proses tersebut diterapkan metode Stratified K-
Fold Cross Validation sebanyak 5 fold sehingga setiap 
kombinasi parameter dapat dievaluasi secara berulang. 
Setelah parameter terbaik diperoleh, model akhir diuji 
menggunakan data uji yang tidak pernah digunakan 
selama proses pelatihan maupun validasi sehingga hasil 
evaluasi dapat menggambarkan kemampuan 
generalisasi model. 
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Pelatihan Model 
Model prediksi dibangun memakai algoritma 

Decision Tree Regression melalui bantuan library 
Scikit-learn. Sebelum proses pelatihan, data diproses 
menggunakan ColumnTransformer dan Pipeline untuk 
menggabungkan tahapan preprocessing dan pelatihan 
model secara terstruktur. Fitur kategorikal diproses 
memakai One Hot Encoding, sedangkan fitur numerik 
digunakan secara langsung (passthrough). Variabel 
target harga kos ditransformasikan menggunakan 
fungsi logaritma natural (log1p) untuk meningkatkan 
stabilitas model regresi. Proses pelatihan model 
dilakukan memakai metode GridSearchCV untuk 
mencari kombinasi hyperparameter terbaik 
berdasarkan atas nilai R². Hyperparameter yang diuji 
terdiri dari max_depth, min_samples_leaf, 
min_samples_split, dan max_leaf_nodes. Selain itu, 
penelitian ini menggunakan metode Stratified K-Fold 
Cross Validation sebanyak 5 fold untuk mengevaluasi 
setiap kombinasi hyperparameter secara konsisten 
pada data pelatihan sehingga diperoleh hyperparameter 
dengan performa terbaik.  

 
Tabel  1. Pelatihan Model 

Hyperparameter Nilai 
max_depth 8, 10, 12, 15 

min_samples_split 5, 10, 15 
min_samples_leaf 2, 4, 6 
max_leaf_nodes 40, 60, 80 
 
Tabel 1 menunjukkan daftar kombinasi 

hyperparameter yang diuji pada proses 
hyperparameter tuning menggunakan GridSearchCV 
untuk memperoleh model Decision Tree Regression 
terbaik. Parameter `max_depth` diuji pada nilai 8, 10, 
12, dan 15 untuk menentukan kedalaman maksimal 
pohon keputusan agar model tidak terlalu kompleks 
maupun terlalu sederhana. Parameter 
`min_samples_split` dilakukan pengujian terhadap 
nilai 5, 10, dan 15 untuk mengatur total minimal data 
yang dibutuhkan sebelum suatu node dibagi menjadi 
cabang baru. Selanjutnya, `min_samples_leaf` 
dilakukan pengujian terhadap nilai 2, 4, dan 6 untuk 
menentukan total minimal data pada setiap node akhir 
(leaf node) sehingga model lebih stabil dan tidak 
mudah mengalami overfitting. Parameter 
`max_leaf_nodes` diuji pada nilai 40, 60, dan 80 untuk 
membatasi jumlah node akhir pada pohon keputusan 
agar model tetap optimal. Pengujian beberapa 
kombinasi parameter tersebut dilakukan menggunakan 
GridSearchCV yang menerapkan metode Stratified K-
Fold Cross Validation sebanyak 5 fold pada data 
pelatihan. Nilai R² dari setiap fold dihitung dan dirata-

ratakan untuk menentukan kombinasi hyperparameter 
dengan performa terbaik. Selanjutnya, kombinasi 
hyperparameter terbaik digunakan untuk membangun 
model akhir yang kemudian diuji menggunakan data 
pengujian yang tidak digunakan selama proses 
pelatihan maupun validasi sehingga kemampuan 
generalisasi model dapat dievaluasi. 

 
Pengujian dan Evaluasi Model 

Model yang sudah dilatih kemudian diuji 
memakai data uji untuk mengetahui kemampuan 
prediksi terhadap data baru. Evaluasi model dilakukan 
pada data latih dan data uji memakai metrik regresi 
berupa Mean Absolute Error (MAE), Root Mean 
Squared Error (RMSE), dan R-Squared (R²). Nilai 
prediksi yang sebelumnya ditransformasikan 
menggunakan logaritma dikembalikan ke bentuk 
aslinya menggunakan fungsi expm1 agar hasil evaluasi 
sesuai dengan harga kos sebenarnya. Selain itu, 
dilakukan analisis selisih nilai R² antara data latih serta 
data uji untuk mengetahui indikasi overfitting pada 
model.  

MAE (Mean Absolute Error) mengukur rata-
rata selisih absolut antara nilai prediksi (ŷi) dan nilai 
aktual (yi) pada seluruh data pengamatan (n). Semakin 
kecilnya nilainya, maka semakin baik performa model. 

 
MAE = !

"
∑ = 1	|	𝑦𝑖 − 	ŷ𝑖	|"
#  

 
RMSE (Root Mean Squared Error) mengukur 

rata-rata kesalahan prediksi melalui akar kuadrat dari 
rata-rata kuadrat selisih antara nilai aktual (yi) dan nilai 
prediksi (ŷi) pada seluruh data pengamatan (n). 
Semakin kecil nilai RMSE, semakin baik performa 
model. 

 

RMSE = *!
"
	∑ = 1	(	𝑦𝑖 − 	ŷ𝑖)"

#
2 

 
R2 (Koefisien Determinasi atau R-Squared) 

digunakan untuk kemampuan model dalam 
menjelaskan variasi data target berdasarkan 
perbandingan antara jumlah kuadrat error ∑ ="

#
1	(	𝑦𝑖 − 	ŷ𝑖	)² dengan jumlah kuadrat total ∑ ="

#
1	(	𝑦𝑖 − 	ȳ𝑖	)² di mana (yi) merupakan nilai aktual, (ŷi) 
merupakan nilai hasil prediksi, dan (ȳ) merupakan rata-
rata nilai aktual. Nilai R² berada pada rentang 0 sampai 
1. Semakin mendekati 1, semakin baik kemampuan 
model dalam menjelaskan hubungan anatara variabel 
input dengan output. 

 

R2 = ∑ %!	(	(#)	ŷ#	)²!
"
∑ %(	(#)	ȳ#	)²!
"
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HASIL DAN PEMBAHASAN 
Visualisasi Dataset  

Distribusi data pada variabel harga kos, luas 
kamar, serta jarak menuju kampus Politeknik Negeri 
Bali divisualisasikan untuk mengidentifikasi sebaran 
jumlah data pada masing-masing interval nilai. 
Visualisasi tersebut memungkinkan pengamatan 
terhadap frekuensi kemunculan data, seperti banyaknya 
kos yang berada pada kisaran harga tertentu, memiliki 
ukuran kamar tertentu, maupun berlokasi pada jarak 
tertentu dari kampus. Adapun hasil visualisasi 
distribusi data tersebut disajikan pada Gambar 2 hingga 
Gambar 4 berikut. 

 

 
Gambar 2. Distribusi Harga Kos 

 
Berdasarkan Gambar 2, sebagian besar data kos 

berada pada rentang harga Rp1.500.000 sampai 
Rp3.000.000 per bulan. Hal ini menunjukkan bahwa 
mayoritas kos di wilayah Jimbaran termasuk dalam 
kategori harga menengah. Selain itu, jumlah kos 
dengan harga di atas Rp5.000.000 relatif lebih sedikit 
sehingga distribusi data tidak merata pada seluruh 
rentang harga. 

 

 
Gambar 3. Ukuran Kamar 

 
Berdasarkan Gambar 3, sebagian besar kos 

memiliki luas kamar antara 9 m² hingga 16 m². Kondisi 
ini menunjukkan bahwa ukuran kamar sedang 
merupakan tipe kamar yang paling banyak tersedia 
pada dataset penelitian. 

 
Gambar 4. Jarak Ke Kampus Politeknik Negeri Bali 

 
Berdasarkan Gambar 4, sebagian besar kos 

ditemukan dalam jarak yang tidak mencapai 3 km dari 
kampus. Gambar tersebut memperlihatkan bahwa 
lokasi yang dekat dengan kampus menjadi karakteristik 
dominan pada data kos yang digunakan dalam 
penelitian. 

Hasil analisis distribusi data menunjukkan 
bahwa dataset memiliki variasi karakteristik yang 
cukup beragam pada aspek harga, luas kamar, dan jarak 
ke kampus. Variasi tersebut memberikan informasi 
yang cukup bagi model Decision Tree Regression 
untuk mempelajari pola hubungan antara atribut kos 
dan harga sewa sehingga mendukung proses 
pembangunan model prediksi. 
 
Hasil Preprocessing Data 

Hasil preprocessing menunjukkan bahwa 
seluruh data berhasil dibersihkan dan 
ditransformasikan ke dalam format yang sesuai untuk 
proses machine learning. Proses yang dilakukan 
meliputi pembersihan nama kolom, penghapusan data 
duplikat, validasi tipe data, filtering harga, pengolahan 
ukuran kamar dan jarak kampus, pengisian nilai 
kosong, encoding fasilitas, feature engineering, 
transformasi logaritma, stratifikasi data, dan One Hot 
Encoding. Hasil preprocessing dapat dilihat dalam 
Tabel 2 hingga Tabel 4 dibawah ini. 

 
Tabel  2. Hasil  Filtering Harga 

Kriteria Nilai 
Harga Minimum Rp1.000.000 

Harga Maksimum Rp6.000.000 
 
Tabel 2 menampilkan proses filtering harga, 

menunjukkan bahwa data harga kos yang digunakan 
dalam penelitian berada pada rentang Rp1.000.000 
hingga Rp6.000.000 per bulan. Pembatasan rentang 
harga ini dilakukan untuk mengurangi pengaruh data 
ekstrem (outlier) yang dapat menyebabkan model 
menghasilkan pola prediksi yang kurang stabil. Dengan 
mempertahankan data pada rentang harga yang umum 
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ditemukan di wilayah Jimbaran, sehingga model 
mampu lebih fokus mempelajari karakteristik kos yang 
memiliki keterkaitan sehingga menambahkan kualitas 
proses pelatihan dan akurasi prediksi. 

 
Tabel  3. Hasil Encoding Fasilitas 

Data Awal AC Wifi Lokasi 
AC, Wifi, Lokasi 1 1 1 
Wifi, Lokasi 0 1 1 
AC 1 0 0 

 
Tabel 3 menampilkan proses encoding 

menunjukkan bahwa data fasilitas yang sebelumnya 
berbentuk teks berhasil diubah menjadi data numerik 
biner bernilai 0 dan 1. Proses ini memungkinkan 
algoritma Decision Tree Regression mengenali 
keberadaan setiap fasilitas secara individual. Selain itu, 
teknik ini mampu mempertahankan informasi fasilitas 
secara lebih detail dibandingkan jika seluruh fasilitas 
digabungkan menjadi satu atribut. 

 
Tabel 4. Hasil Feature Engineering 

Nama Fitur Fungsi 
total_fasilitas Menghitung jumlah fasilitas kos 
premium_score Mengukur kualitas fasilitas 

premium 
kamar_besar Menandai kamar berukuran 

besar 
super_dekat Menandai kos yang sangat 

dekat dengan kampus 
fasilitas_per_m2 Rasio fasilitas terhadap luas 

kamar 
premium_per_m2 Rasio fasilitas premium 

terhadap luas kamar 
 
Tabel 4 menampilkan hasil proses feature 

engineering menghasilkan beberapa fitur baru yang 
tidak tersedia pada data asli. Fitur-fitur tersebut 
dirancang untuk merepresentasikan kualitas kos secara 
lebih baik dibandingkan atribut dasar. Sebagai contoh, 
fitur premium_score mampu menggambarkan tingkat 
eksklusivitas fasilitas yang dimiliki kos, sedangkan 
fitur fasilitas_per_m2 dan premium_per_m2 
menggambarkan kualitas fasilitas relatif terhadap 
ukuran kamar. Berdasarkan hasil pengujian model, 
kedua fitur tersebut memberikan kontribusi yang 
signifikan terhadap peningkatan performa prediksi 
karena mampu memiliki hubungan yang lebih 
kompleks antara fasilitas dan harga kos. 

 
 
 

Hasil Pelatihan Model 
Model dibangun menggunakan algoritma 

Decision Tree Regression dengan bantuan library 
Scikit-learn. Penelitian ini menggunakan Pipeline dan 
ColumnTransformer agar preprocessing dan pelatihan 
model berjalan secara terintegrasi. Selain itu, dilakukan 
proses hyperparameter tuning menggunakan 
GridSearchCV dan Stratified K-Fold Cross Validation 
sebanyak 5 fold. 

Pada proses tuning, beberapa kombinasi nilai 
hyperparameter diuji, yaitu max_depth sebesar 8, 10, 
12, 15 ; min_samples_split sebesar 5, 10, 15 ; 
min_samples_leaf sebesar 2, 4, 6 ; serta 
max_leaf_nodes sebesar 40, 60, 80. Setiap kombinasi 
parameter dievaluasi menggunakan metrik R² pada 
proses cross validation untuk menentukan konfigurasi 
yang menghasilkan model dengan kinerja terbaik. 
Evaluasi pada tahap ini dilakukan menggunakan data 
pelatihan (training data) melalui metode Cross 
Validation. Tujuan evaluasi ini adalah untuk 
menentukan kombinasi hyperparameter terbaik 
sebelum model diuji menggunakan data pengujian 
(testing data). Hasil pengujian dengan beberapa 
parameter ditunjukkan pada Tabel 5 di bawah ini. 

 
Tabel 5. Hasil Pengujian Kombinasi Parameter 

No max_ 
depth 

min_ 
samples_ 
split 

min_ 
samples_ 
leaf 

max_ 
leaf_ 
nodes 

mean 
R2 CV 

1 8 5 2 80 0.7825 
2 15 5 2 80 0.7824 
3 8 5 2 80 0.7824 
4 10 5 2 80 0.7807 
5 15 10 2 80 0.7783 
6 12 10 2 80 0.7783 
7 10 10 2 80 0.7779 
8 10 10 4 80 0.7765 
9 12 10 4 80 0.7755 

10 15 10 4 80 0.7755 
 
Berdasarkan Tabel 5, kombinasi max_depth = 8, 

min_samples_split = 5, min_samples_leaf = 2, dan 
max_leaf_nodes = 80 menghasilkan nilai Mean R² 
cross validation tertinggi sebesar 0,7825 sehingga 
dipilih sebagai kombinasi parameter terbaik. Nilai 
tersebut menunjukkan bahwa model mampu 
menjelaskan variasi data dengan lebih baik 
dibandingkan kombinasi parameter lainnya. Nilai 
Mean R² yang diperoleh digunakan sebagai dasar 
pemilihan parameter terbaik sebelum dilakukan 
evaluasi menggunakan data pengujian (testing data). 

Kombinasi ini menghasilkan performa terbaik 
karena mampu membentuk pohon keputusan yang 
cukup kompleks untuk menangkap pola data, namun 
tetap terkontrol sehingga model tidak mudah 
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mengalami overfitting. Sementara itu, kombinasi 
dengan nilai max_depth yang lebih besar atau 
min_samples_split dan min_samples_leaf yang lebih 
tinggi menghasilkan nilai Mean R² yang lebih rendah. 
Hal ini menunjukkan bahwa penambahan kompleksitas 
pohon maupun pembatasan pemecahan node yang 
terlalu besar tidak mampu meningkatkan kemampuan 
model dalam memprediksi harga kos. Hasil pengujian 
dengan parameter terbaik ditunjukkan pada Tabel 6. 

 
Tabel 6. Hasil Hyperparameter Tuning 

Hyperparameter Nilai 
max_depth 8 
min_samples_split 5 
min_samples_leaf 2 
max_leaf_nodes 80 

 
Berdasarkan Tabel 6, diperoleh parameter 

terbaik yaitu max_depth = 8, min_samples_split = 5, 
min_samples_leaf = 2 dan max_leaf_nodes = 80. Nilai 
max_depth = 8 menghasilkan kompleksitas pohon yang 
cukup untuk menangkap pola data tanpa menyebabkan 
overfitting, sedangkan parameter lainnya membantu 
meningkatkan kemampuan generalisasi model. Oleh 
karena itu, kombinasi parameter tersebut dipilih 
sebagai model akhir pada penelitian ini. 

 
Hasil Pengujian Model 

Hasil pengujian model menunjukkan tingkat 
performa algoritma Decision Tree Regression dalam 
memprediksi harga kos berdasarkan data testing. 
Evaluasi dilakukan menggunakan metrik R-Squared 
(R²), Mean Absolute Error (MAE), dan Root Mean 
Squared Error (RMSE) untuk mengukur akurasi dan 
tingkat kesalahan prediksi model. Hasil evaluasi model 
dapat dilihat pada Tabel 7 di bawah ini. 

 
Tabel 7. Hasil Pengujian Model 

Data R2 MAE RMSE 
Training 0.8871 Rp189.898 Rp251.789 
Testing 0.8326 Rp225.438 Rp303.080 

 
Berdasarkan Tabel 7, model memperoleh nilai 

R² sebesar 0,8871 pada data training dan 0,8326 pada 
data testing. Hasil tersebut menunjukkan bahwa model 
mampu menjelaskan sekitar 83,26% variasi harga kos 
berdasarkan karakteristik fisik kamar, fasilitas yang 
disediakan dan lokasi kos. Hasil ini menunjukkan 
bahwa atribut-atribut yang digunakan memiliki 
hubungan yang kuat terhadap harga sewa kos di 
wilayah Jimbaran sehingga model mampu 
menghasilkan prediksi yang cukup baik.  

Performa model yang cukup baik dipengaruhi 
oleh tahapan preprocessing data, feature engineering, 
serta proses hyperparameter tuning menggunakan 
GridSearchCV dengan Stratified K-Fold Cross 
Validation. Tahapan tersebut membantu model 
memperoleh kombinasi hyperparameter yang optimal 
sehingga mampu menangkap hubungan antara 
karakteristik kos dan harga sewa secara lebih baik. 

Selain itu, nilai MAE sebesar Rp225.438 dan 
RMSE sebesar Rp303.080 menunjukkan bahwa rata-
rata kesalahan prediksi model relatif kecil sehingga 
model masih mampu memberikan hasil prediksi yang 
cukup baik. Nilai MAE mengindikasikan bahwa rata-
rata selisih antara harga prediksi dan harga aktual relatif 
kecil dibandingkan rentang harga kos pada dataset. 
Sementara itu, nilai RMSE yang sedikit lebih besar 
menunjukkan adanya beberapa data dengan kesalahan 
prediksi yang lebih tinggi, namun secara keseluruhan 
model masih mampu menghasilkan prediksi yang 
stabil. Selisih nilai R² antara data training dan testing 
sebesar 0,0546 menunjukkan bahwa model tidak 
mengalami overfitting yang signifikan dan masih 
mampu melakukan generalisasi dengan baik terhadap 
data baru. Hasil penelitian ini memperoleh nilai R² 
sebesar 0,8326 pada data testing, yang menunjukkan 
bahwa model mampu menjelaskan sekitar 83,26% 
variasi harga kos. Hasil tersebut lebih tinggi 
dibandingkan penelitian (Saputra & Pratama, 2025) 
yang memperoleh nilai R² sebesar 0,5822 pada prediksi 
harga rumah di daerah Tebet, sehingga menunjukkan 
bahwa model pada penelitian ini memiliki kemampuan 
yang lebih baik dalam menjelaskan variasi data target. 
Perbedaan hasil tersebut dipengaruhi oleh penerapan 
tahapan preprocessing data, feature engineering, serta 
hyperparameter tuning menggunakan GridSearchCV 
dengan Stratified K-Fold Cross Validation yang 
membantu menghasilkan model dengan kemampuan 
generalisasi yang lebih baik. Hasil feature importance 
ditunjukkan pada Tabel 8 di bawah ini.  

 
Tabel 8. Feature Importance 

Fitur Importance 
luas_kamar 0.068457 
jarak_ke_kampus 0.041765 
fasilitas_per_m2 0.036440 
total_fasilitas 0.437743 

 
Tabel 8 menampilkan empat fitur dengan nilai 

feature importance tertinggi yang paling berpengaruh 
terhadap prediksi harga kos. Hasil feature importance 
menunjukkan bahwa fitur total_fasilitas memberikan 
kontribusi terbesar terhadap proses prediksi harga kos 
dengan nilai importance sebesar 43,77%. Hal ini 
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mengindikasikan bahwa jumlah fasilitas yang tersedia 
merupakan faktor dominan yang memengaruhi harga 
sewa kos. Sementara itu, fitur luas_kamar (6,85%), 
jarak_ke_kampus (4,18%), dan fasilitas_per_m2 
(3,64%) juga berkontribusi dalam pembentukan model, 
meskipun pengaruhnya relatif lebih kecil. Hasil ini 
menunjukkan bahwa kelengkapan fasilitas memiliki 
hubungan yang lebih kuat terhadap harga kos 
dibandingkan faktor ukuran kamar maupun jarak ke 
kampus. 

Hasil penelitian ini menunjukkan bahwa 
kelengkapan fasilitas menjadi faktor utama dalam 
menentukan harga kos di wilayah Jimbaran. Semakin 
lengkap fasilitas yang disediakan, seperti ac, wifi, 
kamar mandi dalam, dan fasilitas pendukung lainnya, 
semakin tinggi juga harga sewa yang ditawarkan. 
Kondisi ini menunjukkan bahwa calon penyewa tidak 
hanya mempertimbangkan ukuran kamar maupun 
kedekatan lokasi dengan kampus, tetapi juga kualitas 
dan kelengkapan fasilitas yang diperoleh. Oleh karena 
itu, fitur total_fasilitas menjadi atribut yang paling 
berpengaruh dalam pembentukan model prediksi harga 
kos. 
 
KESIMPULAN 

Penelitian ini berhasil membangun model 
prediksi harga kos di wilayah Jimbaran menggunakan 
metode Decision Tree Regression. Model yang 
dikembangkan mampu memprediksi harga kos 
berdasarkan karakteristik fisik kamar, fasilitas yang 
tersedia, serta lokasi kos yang memiliki tingkat akurasi 
cukup baik. 

Hasil penelitian menunjukkan bahwa 
karakteristik fisik kamar, fasilitas, dan lokasi memiliki 
hubungan yang cukup kuat terhadap harga sewa kos. 
Tahapan preprocessing dan feature engineering yang 
diterapkan mampu membantu model dalam mengenali 
pola hubungan antar atribut secara lebih efektif. 
Berdasarkan analisis feature importance, total_fasilitas 
merupakan faktor yang paling berpengaruh dalam 
menentukan harga kos, diikuti oleh luas_kamar, 
jarak_ke_kampus, dan fasilitas per _meter persegi. 

Evaluasi model menunjukkan bahwa Decision 
Tree Regression menghasilkan nilai R² sebesar 0,8326, 
MAE sebesar Rp225.438, dan RMSE sebesar 
Rp303.080 pada data pengujian. Nilai tersebut 
menunjukkan bahwa model mampu menjelaskan 
sekitar 83,26% variasi harga kos dan mempunyai 
tingkatan kesalahan prediksi yang relatif rendah. Hasil 
tersebut mengindikasikan bahwa Decision Tree 
Regression mampu memodelkan hubungan non-linear 
antar atribut dengan baik sehingga dapat dimanfaatkan 

sebagai pendukung pengambilan keputusan dalam 
prediksi harga kos di wilayah Jimbaran. 
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